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Abstract—Automatic summarization of videos consists of gen-
erating short summaries of videos. The evolution of digital
video has created a large amount of video data distributed
and used in various applications. However, as the amount of
video data is very large, summarization algorithms spends too
much time to generate summaries, which is undesirable. To
solve this problem, this paper proposes the parallelization of a
summarization algorithm using Graphic Processor Units (GPU).
These graphics processors enable the implementation of high-
performance algorithms and with very high memory bandwidth.
This work focuses specifically on NVIDIA GPUs, one of the world
leader in video cards.
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Resumo—A sumarização automática de vídeos consiste em
gerar pequenos resumos de vídeos. A evolução dos vídeos
digitais gerou um aumento na quantidade de dados dos vídeos
distribuídos e usados em diversas aplicações. Porém, como a
quantidade de dados dos vídeos é muito grande, os algoritmos
de sumarização empregam muito tempo para gerar os resumos, o
que é indesejado. Para resolver esse problema, este trabalho pro-
põe a paralelização de um algoritmo de sumarização utilizando
Graphic Processor Unit (GPU). Esses processadores gráficos
permitem a implementação de algoritmos de alto desempenho
e com a memória de banda muito elevada. Neste trabalho, foca-
se, especificamente, nas GPUs da NVIDIA, uma das empresas
mundialmente líder em placas de vídeos.

Keywords-Sumarização Automática de Vídeos; Graphic Proces-
sor Unit (GPU); NVIDIA; Algoritmos Paralelos;

I. INTRODUÇÃO

Os avanços em técnicas de compressão, a diminuição no
custo de equipamentos para aquisição e armazenamento de
vídeo e, ainda, a disponibilidade de meios de transmissão
de dados em alta velocidade têm facilitado a forma como
os vídeos são criados, armazenados e distribuídos. Como
consequência, os vídeos passaram a ser utilizados em várias
aplicações práticas em sistemas como máquinas de buscas,
bibliotecas digitais e sistemas de segurança [1]. Este grande
volume de vídeos acarretou no aumento de pesquisas para
o desenvolvimento de novas tecnologias que gerenciem efi-
cientemente estes dados. Neste contexto, a sumarização de
vídeos é um assunto muito estudado pois é uma etapa essencial
para inúmeras aplicações de vídeos, tais como indexação,
navegação e recuperação por conteúdo [2].

Sumarização de vídeos é o processo de extração de um
resumo do conteúdo original do vídeo, cujo objetivo é for-
necer rapidamente uma informação concisa do seu conteúdo,
preservando a mensagem original do vídeo [3]. Novo modelos
e algoritmos de sumarização de vídeos tem sido propostos
na literatura da área, porém, geralmente, requerem um alto
consumo de tempo [4].

Em [1], foi proposto uma abordagem simples, eficaz e
eficiente para sumarização automática de vídeos. Este método,
chamado VSUMM, é baseado na extração das característi-
cas de cor dos quadros do vídeo e na classificação não-
supervisionada destes. No entanto, este algoritmo é eficiente
para vídeos curtos e de baixa resolução, não atendendo, assim,
a demanda atual de vídeos em alta resolução e com duração
variada. Para esses tipos de vídeos, o VSUMM emprega muito
tempo na geração do resumo.

Neste mesmo contexto, com os avanços nas representações
dos vídeos e imagens digitais, além da necessidade de tecno-
logias (software) para o gerenciamento eficiente destes dados,
também surgiu a necessidade de hardware que realize com
eficiência o processamento e manipulação dos dados. Com
isso, os processadores gráficos (GPUs) ficaram em evidência.
Estes chips gráficos começaram como processadores de vídeo
com função fixa, mas se tornaram cada vez mais programáveis
e poderosos em termos de computação.

Em 2006, a empresa NVIDIA introduziu CUDATM , uma
arquitetura de computação paralela que aproveita a compu-
tação paralela das GPUs da NVIDIA para resolver vários
problemas computacionais complexos através de uma maneira
muito mais eficiente que em CPU [5].

Com tudo isso, o problema de gerar um resumo de vídeos
longos e em alta resolução empregando um menor tempo, pode
ser resolvido utilizando GPUs. Este trabalho propõe a para-
lelização e consequentemente a aceleração do algoritmo de
sumarização chamado VSUMM proposto em [1], [6] usando
de GPU, especificamente utilizando a plataforma CUDA.

II. MÉTODO DE SUMARIZAÇÃO AUTOMÁTICA DE VÍDEOS

A sumarização de vídeo é o processo de extração de um
resumo do conteúdo original do vídeo, cujo objetivo é for-
necer rapidamente uma informação concisa do seu conteúdo,
preservando a mensagem original do vídeo [3]. O método de
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Figura 1. Etapas do Método de Sumarização VSUMM

sumarização automática de vídeos que será utilizado como
base para a paralelização é o descrito em [1],[6]. Este método
é dividido em 5 etapas, detalhadas nas subseções seguintes e
apresentas na Figura 1.

A. Segmentação do Vídeo

A segmentação temporal do vídeo é a primeira etapa deste
método. Existem vários tipos de segmentação. Neste caso, foi
escolhida a segmentação em quadros, pois nela não ocorre
tantas redundâncias quanto na segmentação por tomadas [1].
Além disso, o VSUMM não analisa todos os quadros do
vídeo, mas apenas um subconjunto (amostragem). A taxa de
amostragem utilizada é de um quadro por segundo.

B. Extração de Características e Eliminação de Quadros
Inexpressivos

No VSUMM, o histograma de cor é aplicado para descrever
o conteúdo visual dos quadros. O histograma de cor repre-
senta a distribuição de frequência de ocorrência dos valores
cromáticos em uma imagem. Neste método, os quadros do
vídeo são transformados para o espaço de cor HSV, o qual
é uma escolha popular para manipulação de cor. Com isso, o
histograma de cor é calculado apenas para o componente Hue,
que representa o componente de cor espectral dominante em
sua forma pura [6]. Além disso, a quantização do histograma
de cor foi definida com 16 bins, reduzindo significantemente a
quantidade de dados sem perder informações importantes [1].

Após a extração das características, os quadros inexpressi-
vos são removidos. Os quadros eliminados são os quadros
monocromáticos devido aos efeitos de fade-in e out. Para
remover estes quadros, o VSUMM computa o desvio padrão
do vetor de características. O desvio padrão destes quadros
é igual ou muito próximo de zero [6], então eles podem ser
facilmente eliminados.

C. Clusterização dos Quadros

O algoritmo de agrupamento utilizado foi o k-means
[7], um dos mais simples algoritmos de classificação não-
supervisionada e mais amplamente utilizado, apresentando
resultados promissores para o problema de agrupamento. A
ideia central do k-means consiste na maximização da distância
inter-grupos, de mesmo modo que minimiza a distância intra-
grupo. Inicialmente, o algoritmo distribui aleatoriamente os
elementos de um certo conjunto de dados em k grupos, onde
k é determinado previamente [6], e calcula as médias dos
elementos de cada grupo, que correspondem aos centróides.
Em seguida, cada elemento é deslocado para o grupo corres-
pondente ao centróide mais próximo. Com esse novo rearranjo
dos elementos, novos centróides são calculados. O processo é

repetido até que nenhuma mudança ocorra, ou seja, os grupos
se estabilizem.

D. Identificação dos Quadros-chave

Uma vez que os grupos foram formados pela clusterização,
o próximo passo consiste em identificar os quadros-chave. Um
grupo é considerado grupo-chave se o seu tamanho é maior
que a metade da média do tamanho dos grupos. Da mesma
forma, para cada grupo-chave, o quadro mais próximo do
centróide é selecionado como o quadro mais representativo.

E. Eliminação de Quadros-chave Semelhantes

Para eliminar os quadros-chave semelhantes, os quadros-
chave são comparados entre si de acordo com a característica
extraída (histograma de cor). Caso o valor medido (dist. eucli-
diana) seja menor que τ (o mesmo utilizado para determinar
o número de grupos), então o quadro-chave é eliminado. Por
fim, os quadros-chave resultantes são dispostos em ordem
cronológica para facilitar o entendimento visual do resumo.

III. UNIDADES DE PROCESSAMENTO GRÁFICO (GPU)

Computação em GPU é a utilização de uma GPU em con-
junto com a CPU para acelerar aplicativos inicialmente de uso
específico e posteriormente de uso geral nas áreas científica
e de engenharia. A computação GPU oferece desempenho
sem precedentes para aplicativos ao transferir as partes de
processamento intensivo do aplicativo para a GPU, enquanto
o resto do código continua sendo executado pela CPU [5].

A combinação de CPU e GPU resulta em uma ferramenta
poderosa de alguns núcleos otimizados para processamento
serial (CPU) e milhares de núcleos menores e mais eficientes
projetados para desempenho paralelo (GPU). A Figura 2
apresenta uma comparação arquitetural entre CPU e GPU. É
possível ver que na GPU mais transistors são destinados ao
processamento de dados ao invés de cache de dados e controle
de fluxo, tornando o processamento em GPU mais eficiente.

Com o objetivo de juntar software e hardware paralelos,
a NVIDIA apresentou a CUDA (Compute Unified Device

Figura 2. Comparação entre CPU e GPU



Architecture) em 2006, a primeira solução do mundo para
computação de propósito geral em GPUs [5].

Na essência de CUDA estão três principais abstrações -
hierarquia de grupos de threads, memórias compartilhadas e
sincronização de barreira - que são expostas ao programador
como um conjunto mínimo de extensões de linguagem. Essas
abstrações guiam o programador a particionar o problema
em subproblemas mais globais que podem ser resolvidos
independentemente em paralelo por blocos de threads, e cada
subproblema em partes mais específicas que podem ser resol-
vidas de forma cooperativa em paralelo por todas as threads
dentro do bloco [8].

Em CUDA, existem funções chamadas kernels que, quando
chamadas, são executadas N vezes em paralelo por N diferen-
tes threads CUDA. Essas threads formam um bloco de threads.
Por fim os blocos são organizados em um grid de blocos de
threads, como ilustrado na Figura 3.

As threads dentro de um bloco podem cooperar entre si
usando o compartilhamento de dados pela memória com-
partilhada e sincronizando a execução para coordenar os
acessos à memória. O desenvolvedor pode especificar pontos
de sincronização no kernel.

IV. IMPLEMENTAÇÃO DO MÉTODO VSUMM EM CUDA
Para paralelizar o VSUMM, inicialmente, é necessário anali-

sar quais as etapas do método são paralelizáveis, ou seja, quais
partes de cada passo do algoritmo podem ser divididas em
subproblemas menores que serão executados simultaneamente.
A seguir, são apresentadas as paralelizações, em andamento,
de cada etapa do VSUMM.

A. Segmentação do Vídeo, Extração de Características e
Eliminação de Quadros Inexpressivos

A implementação em GPU desta etapa consiste em utilizar a
biblioteca NVIDIA NVCUVID [9] criada para decodificação
de vídeos com CUDA. Com as funções desta biblioteca, os
frames são decodificados diretamente para GPU, sem a neces-
sidade de copiá-los para GPU para posteriores processamentos.

Figura 3. Grid de Blocos de Thread

O processo de cópia da CPU para GPU e vice-versa é muito
custoso, então deve ser evitado o máximo. Neste caso, como é
utilizada uma amostragem dos quadros, é escolhido um quadro
por segundo.

Com os quadros decodificados para GPU, a próxima etapa
é a extração de características, que consiste na transformação
dos quadros para o espaço HSV e no cálculo do histograma
dos quadros. A transformação para o espaço de cor HSV é
paralelizável pois são feitas operações pixel a pixel, de forma
que cada thread pode ficar responsável por um pixel.

Calcular histogramas em CPU é trivial e fácil de implemen-
tar. Porém em GPU, para obter o resultado com eficiência, o
cálculo não é tão simples. O problema é que múltiplas threads
podem querer incrementar a mesma faixa (bin) do histograma
ao mesmo tempo, o que gera conflito entre as threads. Para
resolver isso, são utilizados incrementos atômicos, que forçam
o algoritmo a sequenciar os incrementos.

O cálculo do histograma em GPU é dividido em duas fases.
Na primeira fase, cada bloco computa um histograma dos
dados que suas threads examinam. Como cada bloco faz isso
independentemente, esses histogramas podem ser computados
na memória compartilhada, economizando o tempo.

A segunda fase consiste na junção de cada histograma
temporário calculado nos blocos em um histograma global.
Esta tarefa envolve adicionar cada entrada dos histogramas
dos blocos à entrada correspondente no histograma final, como
ilustrado na Figura 4.

A eliminação dos quadros inexpressivos é feita simultane-
amente com a extração das características, pois necessita do
vetor de características. O cálculo do desvio padrão é realizado
em CPU pois é trivial e em um conjunto pequeno de dados.

As restrições dessas implementações estão relacionadas à
quantidade de quadros que cabem simultaneamente nas GPUs
e também na memória compartilhada para cálculo dos histo-
gramas. Por isso, colocaremos na GPU a quantidade máxima
de quadros suportados, faremos as operações (transformação
do espaço de cor e cálculo do histograma) e retornaremos os
resultados para CPU, elimando da GPU os quadros já proces-
sados. Este processo será repetido até que as características de
todos os quadros amostrados sejam calculadas.

B. Clusterização dos Quadros

O algoritmo de clusterização utilizado nesta etapa é o k-
means. Este algoritmo pode ser dividido em 5 etapas princi-
pais: 1) Escolha do número de grupos desejado, k; 2) Divisão

Figura 4. Ilustração do Cálculo do Histograma em GPU



Tabela I
EXPERIMENTOS: T2-T3 EQUIVALE AO TEMPO DE EXECUÇÃO EM SEGUNDOS DAS ETAPAS 2 E 3 DO VSUMM; TT É O TEMPO TOTAL; SPEEDUP É A

MELHORIA DO RESULTADO EM GPU EM RELAÇÃO COM O RESULTADO DA CPU.

Vídeo T2-T3 CPU T2-T3 GPU SpeedUp TT CPU TT GPU SpeedUp
1 19,42 8,57 2,26x 32,73 21,37 1,53x
2 20,47 9,06 2,25x 31,27 23,14 1,35x
3 12,19 5,28 2,30x 23,49 12,49 1,88x
4 8,78 4,17 2,10x 17,30 13,44 1,28x
5 18,41 8,59 2,14x 28,71 21,59 1,32x

do conjunto de dados aleatoriamente nos k grupos; 3) Cálculo
do centróide de cada grupo; 4) Cálculo da distância de cada
dado para o centróide e transferência dos dados para o grupo
cuja distância ao centróide é mínima; 5) Repetição dos passos
(3) e (4) até que nenhum dado seja mais transferido.

Como apresentado em [10], a terceira etapa da clusterização
é a mais custosa do algoritmo, ela tem complexidade de
θ(nk). Dessa forma, o foco da paralelização do agrupamento
dos quadros será no cálculo da distância de cada frame para
o centróide e a transferência dos frames para o grupo cuja
distância ao centróide é mínima.

Esta implementação em GPU será como descrito em [10].
Cada thread ficará responsável pelo cálculo da distância de
cada quadro para o centróide. Então, cada thread vai percorrer
todos os centróides iniciais, e ao achar a menor distância
entre o quadro e um centróide, se tornará membro do grupo
representado por aquele centróide. Quando todas as threads
terminarem esta tarefa, o grupo de cada quadro foi definido.

C. Identificação dos Quadros-chave e Eliminação de
Quadros-chave Semelhantes

A etapa de extração de quadros-chaves pode ser implemen-
tada em GPU pois a escolha de um grupo-chave depende ape-
nas de cada grupo separadamente, de forma que esta escolha
pode ser realizada simultaneamente. Já a escolha do quadro-
chave dentro de cada grupo-chave e a eliminação de quadros-
chave semelhantes não podem ser realizadas paralelamente
pois dependem de informações dos outros quadros.

V. RESULTADOS PRELIMINARES

As implementações das etapas de Extração de Característi-
cas e Eliminação de Quadros Inexpressivos já foram concluí-
das e possibilitaram obtenção de resultados preliminares.

Para estes testes iniciais, foram utilizados os 5 vídeos entre
os mais longos presentes na base de dados criada a partir do
YouTube descrita em [6]. Os gêneros dos vídeos escolhidos
são esporte, show musical, notícias e vídeos caseiros. Os
experimentos foram executados em um computador com dois
processadores Intel Xeon E5606 Quad Core 2.13GHz, 66GB
de memória RAM, 8TB de HD e rodando o sistema operacio-
nal Ubuntu Server 12.10. A placa de vídeo é a GeForce GTX
550 Ti da NVIDIA, que possui 192 CUDA Cores e a versão
do CUDA utilizada foi a 4.2.

A Tabela I apresenta os resultados comparativos entre o
tempo gasto na etapa de extração de características e elimi-
nação de quadros inexpressivos em CPU e em GPU. Esses
resultados mostram que a implementação do histograma em

GPU melhorou aproximadamente em 2 vezes o tempo de
execução das etapas do VSUMM. Já em relação ao tempo
total do algoritmo, a melhoria ficou em 1, 5 vezes na média.

VI. CONCLUSÃO E TRABALHOS FUTUROS

Este trabalho apresentou as primeiras implementações pa-
ralelas em GPU do algoritmo de sumarização chamado
VSUMM [1], [6]. Analisando os resultados, é possível con-
cluir que se implementando apenas uma parte da proposta
de paralelização, extração de características e eliminação de
quadros inexpressivos, os resultados já foram satisfatórios. Ao
implementar todas as propostas, espera alcançar um speedup
superior a 4.

Como trabalhos futuros pretende-se finalizar a implementa-
ção paralela do método de sumarização automática VSUMM.
Além disso outro algoritmo de sumarização, proposto em [11],
será paralelizado utilizando CUDA. Por fim, será criada uma
base de dados para os testes dos algoritmos em GPU com
vídeos em alta resolução e com variadas durações de tempo.
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